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Kurzfassung

Die fortschreitende Digitalisierung mit ihren innovativen Technologien stellt zunehmende Anforde-
rungen an Wirtschaft, Gesellschaft und Verwaltungen. Digitale Daten gelten als Schliisselressource,
die hohe Anspriiche u. a. an die Datenverarbeitung stellt, wie z. B. hohe Geschwindigkeit und Zuver-
lassigkeit. Besondere Bedeutung sind digitalen Daten mit Raumbezug beizumessen. Digitale Daten
stammen im Bereich der Geodésie und Geoinformatik von Multi-Sensor-Systemen, Satellitenmis-
sionen, Smartphones, technischen Gerdten, Computern oder von Datenbanken unterschiedlichster
Institutionen und Behorden. ,,Big Data“ heifit der Trend und es gilt die enormen Datenmengen so
breit und so effektiv wie moglich zu nutzen und mit Hilfe von computergestiitzten Tools, beispiels-
weise basierend auf kiinstlicher Intelligenz, auszuwerten. Um diese groflen Datenmengen statistisch
auszuwerten und zu analysieren, miissen laufend neue Modelle und Algorithmen entwickelt, getes-
tet und validiert werden. Algorithmen erleichtern Geodéatinnen und Geodéten seit Jahrzehnten das
Leben — sie schitzen, entscheiden, wiahlen aus und bewerten die durchgefiihrten Analysen.

Bei der geodétisch-statistischen Datenanalyse werden Beobachtungen zusammen mit Fachkennt-
nissen verwendet, um ein Modell zur Untersuchung und zum besseren Verstindnis eines datengene-
rierenden Prozesses zu entwickeln. Die Datenanalyse wird verwendet, um das Modell zu verfeinern
oder moglicherweise ein anderes Modell auszuwéhlen, um geeignete Werte fiir Modellterme zu be-
stimmen und um das Modell zu verwenden, oder um Aussagen iiber den Prozess zu treffen. Die
Fortschritte in der Statistik in den vergangenen Jahren beschrénken sich nicht nur auf die Theorie,
sondern umfassen auch die Entwicklung von neuartigen computergestiitzten Methoden. Die Fort-
schritte in der Rechenleistung haben neuere und aufwendigere statistische Methoden ermoglicht.
Eine Vielzahl von alternativen Darstellungen der Daten und von Modellen kénnen untersucht wer-
den.

Wenn bestimmte statistische Modelle mathematisch nicht realisierbar sind, miissen Approximati-
onsmethoden angewendet werden, die oft auf asymptotischer Inferenz basieren. Fortschritte in der
Rechenleistung und Entwicklungen in der Theorie haben die computergestiitzte Inferenz zu einer
praktikablen und niitzlichen Alternative zu den Standardmethoden der asymptotischen Inferenz in
der traditionellen Statistik werden lassen. Die computergestiitzte Inferenz basiert auf der Simula-
tion statistischer Modelle.

Die vorliegende Habilitationsschrift stellt die Ergebnisse der Forschungsaktivitidten des Autors im
Bereich der statistischen und simulationsbasierten Inferenz fiir die geodétische Datenanalyse vor, die
am Geodétischen Institut der Gottfried Wilhelm Leibniz Universitdt Hannover wahrend der Zeit des
Autors als Postdoktorand von 2009 bis 2019 publiziert wurden. Die Forschungsschwerpunkte in die-
ser Arbeit befassen sich mit der Entwicklung von mathematisch-statistischen Modellen, Schéitzver-
fahren und computergestiitzten Algorithmen, um raum-zeitliche und moglicherweise unvollstédndige
Daten, welche durch zufillige, systematische, ausreiflerbehaftete und korrelierte Messabweichungen
charakterisiert sind, rekursiv sowie nicht-rekursiv auszugleichen. Herausforderungen bestehen hier-
bei in der genauen, zuverldssigen und effizienten Schitzung der unbekannten Modellparameter,
in der Ableitung von Qualitdtsmafien der Schitzung sowie in der statistisch-simulationsbasierten
Beurteilung der Schétzergebnisse. Die Forschungsschwerpunkte haben verschiedene Anwendungs-
moglichkeiten in den Bereichen der Ingenieurgeodésie und der Immobilienbewertung gefunden.

Stichworte: Klassische und robuste Parameterschiatzung, Bayessche Inferenz, rekursive Zustands-
schiatzung, Georeferenzierung, Monte Carlo Techniken, Bootstraping, Student-Verteilung, B-Spline
Modelle, EM-Algorithmus, Guide to the Expression of Uncertainty in Measurement (GUM)






Abstract

The advancing digitalization with its innovative technologies places increasing expectations on eco-
nomy, society and public authorities. Digital data is considered a key resource, which requires high
demands on data processing, such as high speed and reliability. Special importance is attached to
digital data with spatial reference. In the fields of geodesy and geoinformatics, digital data stem
from multi-sensor systems, satellite missions, smartphones, technical devices, computers, or data-
bases from various institutions and governmental agencies. “Big Data” is called the trend to use
these gigantic amount of data as widely and effectively as possible, and to analyze them with the
ald of computerized tools, such as artificial intelligence. To process and analyze the large data
volume captured, new models and algorithms are being constantly developed, tested and validated.
Algorithms have made the lives of geodesists easier for decades - they estimate, decide, select, and
evaluate.

In geodetic-statistical data analysis observations are used jointly with expert knowledge in order to
develop a model for investigation and for a better understanding of a data-generated process. Data
analysis is employed to optimize a model or possibly to select a different one, to determine adequate
values for the terms of the model, and to use the model to make statements about the process. The
advances of statistics throughout the previous years are not limited only to theory, but include also
the development of innovative computerized methods. The advances of computational performance
enabled newer and more laborious statistical methods. Many alternative representations of the data
and many different models can be investigated.

When certain statistical models cannot be realized mathematically, approximative methods, which
are often based on asymptotic inference, must be applied. Progress in computational performance
and advances of theory have turned computerized inference into a practical and useful alternative
to the standard methods of asymptotic inference in traditional statistics. Computerized inference
is based on the simulation of statistical models.

The habilitation thesis presents the results of my research activities in the field of statistical and
simulation-based algorithms for geodetic data analysis that I published at the Geodetic Institute of
the Gottfried Wilhelm Leibniz Universitdt Hannover during my time as a post-doctoral researcher
between 2009 and 2019. The main research topics in this exposition deal with the development of
mathematical-statistical models, estimation procedures and computerized algorithms for the pur-
pose of a recursive or non-recursive adjustment of spatio-temporal and possibly incomplete data
that are characterized by random, systematic, outlier-afflicted and correlated measurement errors.
Here, challenges exist in connection with the accurate, reliable and efficient estimation of the un-
known model parameters, with the derivation of quality measures of the estimation, as well as
with statistical-simulation-based evaluation of the estimation results. These main research topics
have found different possibilities of application in the fields of surveying engineering and real-estate
valuation.

Keywords: Classical and Robust Parameter Estimation, Bayesian Inference, Recursive State Esti-
mation, Georeferencing, Monte Carlo Techniques, Bootstraping, Student Distribution, B-Spline
Models, EM-Algorithm, Guide to the Expression of Uncertainty in Measurement (GUM)
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1 Einleitung

1.1 Motivation

1.1.1 Merkmale von geoddtischen Daten

Die fortschreitende Digitalisierung mit ihren innovativen Technologien stellt zunehmende Anforde-
rungen an Wirtschaft, Gesellschaft und Verwaltungen. Digitale Daten gelten als Schliisselressource,
die hohe Anspriiche u. a. an die Datenverarbeitung stellt, wie z. B. hohe Geschwindigkeit und Zuver-
lassigkeit. Besondere Bedeutung ist digitalen Daten mit Raumbezug beizumessen. Digitale Daten
stammen im Bereich der Geodésie und Geoinformatik von Multi-Sensor-Systemen, Satellitenmis-
sionen, Smartphones, technischen Geréten, Computern oder von Datenbanken unterschiedlichster
Institutionen und Behorden. ,,Big Data“ heif3t der Trend und es gilt die enormen Datenmengen so
breit und so effektiv wie moglich zu nutzen und mit Hilfe von computergestiitzten Tools, beispiels-
weise basierend auf kiinstlicher Intelligenz, auszuwerten. Um diese groflen Datenmengen statistisch
auszuwerten und zu analysieren, miissen laufend neue Modelle und Algorithmen entwickelt, getes-
tet und validiert werden. Algorithmen erleichtern Geodatinnen und Geodéten seit Jahrzehnten das
Leben — sie schétzen, entscheiden, wéhlen aus und bewerten die durchgefithrten Analysen.

Neben den Modellen und der Algorithmik spielt die Beurteilung der Qualitdt der Daten und der
Ergebnisse eine entscheidende Rolle. Gerade vor dem Hintergrund der notwendigen Automatisie-
rung bei der Behandlung von “Big Data” gilt es wichtige Qualitdtsmerkmale auch automatisch aus
den Daten ableiten zu kénnen, insbesondere vor dem Hintergrund, dass die erfassten Daten sehr
unterschiedliche Charakteristika aufweisen konnen. Die wichtigsten Merkmale, die die Qualitit von
Daten beschreiben, sind:

e Genauigkeit: Dieses Merkmal beschreibt die Genauigkeit der erfassten Messungen unter Be-
riicksichtigung von zufélligen und systematischen Messabweichungen.

e Zuverlassigkeit und Konsistenz: Viele Multi-Sensor-Systeme (MSSs) in heutigen Anwendun-
gen erheben Messungen fiir dieselben Objekte in einer gemeinsamen Umgebung. Unabhéngig
davon, welche Sensoren die Daten erfasst haben, kénnen sie einem Messwert widersprechen,
der von anderen Sensoren oder einem anderen Sensor-System stammt. Es sollte stabile und
zuverlédssigen Methoden geben, die Daten ohne Widerspriiche auswerten und analysieren.

e Vollstiandigkeit der Daten: Unvollstdndige Daten kénnen als unsichere Daten klassifiziert wer-
den. Fehlende Daten oder Datenliicken kénnen zu Problemen bei Auswerte- und Analysean-
sétzen fithren.

e Datenmenge: Durch die kontinuierlichen technologischen Fortschritte der letzten Jahre hat
sich der Messdatenerfassungsprozess grundlegend verdndert. So stehen dem Anwender bei-
spielsweise nach der Vermessung eines Objekts mittels Laserscanning innerhalb kiirzester Zeit
erhebliche Datenmengen in Form von 3D-Punktwolken zur Verfiigung.

Bevor die Daten genutzt werden kdnnen — sei es fiir Vermessungsprojekte, fiir die technische Planung
oder fiir den Einsatz in einem geografischen Informationssystem — miissen sie verarbeitet werden.
Einer der wichtigsten Aspekte dabei ist die Tatsache, dass Beobachtungen stets Unsicherheiten
aufweisen. In geodéatischen Beobachtungen kénnen Unsicherheiten in verschiedenen Gréflenordnun-
gen auftreten und je nach Aufgabenstellung, Sensorik und Umgebungsbedingungen unterschiedliche
Charakteristika aufweisen. Die Abweichungen werden in “Ausreifler”, systematische, und zuféllige
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Abweichungen eingeteilt. Es kann also uneingeschrinkt festgestellt werden, dass (1) keine Messung
exakt ist, (2) jede Messung Abweichungen beinhaltet, (3) der wahre Wert einer Messung nie be-
kannt ist, und somit (4) die genauen Groéfen der vorhandenen Abweichungen immer unbekannt
sind (siehe Ghilani und Wolf, 2010).

Insbesondere von dem Hintergrund, dass die neuen Sensortechnologien die Charakteristik der ge-
samten Messunsicherheiten verdndern, sind neue Mess- und Auswertemodelle zu entwickeln, weil z.
B. (i) systematisch wirkende Abweichungen im Beobachtungsmaterial immer bedeutender gegen-
iber den stochastischen Abweichungen werden, (ii) der Ausreifieranteil bzw. zumindest die absolute
Anzahl an Ausreifilern in den Daten weiter zunimmt und (iii) die Verteilung der zufélligen Abwei-
chungen nicht als normalverteilt angenommen werden kann. Demzufolge kann die Qualitit der
erfassten Daten stark variieren. Die Moglichkeit, aus Daten mit eingeschriankter Qualitdt aufgrund
eines oder mehrerer der oben genannten Merkmale aussagekriftige und statistisch einwandfreie
Ergebnisse zu liefern, ist eine grofle Herausforderung. Eine typische Herausforderung ist beispiels-
weise die Analyse grofler Datenmengen wie Punktwolken, die durch Laserscanning entstehen. Um
diese Herausforderung erfolgreich zu bewéltigen, werden im Rahmen der Arbeit fortgeschrittene
computergestiitzte Ansitze zur geoditischen Datenanalyse entwickelt. Der Begriff “com-
putergestiitzte Ansétze zur geodatischen Datenanalyse” wird im Kapitel 1.1.3 ndher erldutert.

1.1.2 Statistische Modelle

Offensichtlich bezieht sich die computergestiitzte geodatische Datenanalyse auf die traditionelle
Disziplin der Statistik. Bevor die eigentliche computergestiitzte geodétische Datenanalyse definiert
werden kann, ist es daher notwendig, ein Gesamtbild zu geben, was mit dem Bereich der tradi-
tionellen Statistik gemeint ist. Auf der einfachsten Ebene beschéftigt sich die Statistik mit der
Transformation von Rohdaten in Fachwissen (Wegman, 1988). Wenn Anwendungsbereiche betrof-
fen sind, die die Analyse von Rohdaten erfordern, muss sich jeder Wissenschaftler/Anwender mit
folgenden Fragen befassen:

e Welche Daten sollten zur Beantwortung der Fragen in der Analyse verwendet werden?

e Sollen die erhobenen Daten fiir die Modellierung und die Analyse direkt verwendet werden
(direkte Beobachtungen) oder soll zundchst transformiert (indirekte Beobachtungen) werden?

e Wird ausschlieBlich von zufélligen Messabweichungen ausgegangen (charakterisiert z. B. durch
eine Varianz-Kovarianz-Matrix (VKM)) oder sind weitere systematische wirkende Anteile
oder gar Ausreifler enthalten?

e Welche Schlussfolgerungen sollen aus den Daten gezogen werden?
e Inwieweit kdnnen diese Schlussfolgerungen vertrauenswiirdig sein?

Vor einer Diskussion iiber Inferenzmethoden ist das Gesamtbild fiir eine bestimmte Perspektive
zu betrachten (siehe Abbildung 1.1). Wenn ein vorliegendes Modell sorgféltig ausgewéhlt wurde,
dann sollte es auch fiir die Praxis im Hinblick auf Pradiktion oder Entscheidungen relevant sein.
Zur Frage, ob es sich um ein zutreffendes Modell handelt, ist es notwendig, die Daten zu sondieren,
die von der realen Welt erhoben wurden und diese dann fiir die Modellierung aufzubereiten. Im
Mittelpunkt steht das Feld der Inferenz und Statistik, das in den letzten Jahren einen radikalen
Wandel vollzogen hat.

Funktionales und stochastisches Modell

Nach der Voruntersuchung und nach der Uberpriifung der Datenqualitit startet die formalere Ana-
lyse mit einem vorldufigen Modell, welches in der Regel zu bestimmende Parameter enthélt. Diese
Parameter, deren Werte durch die Beobachtungen zu schéatzen sind, sind geometrische, physikalische
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Abbildung 1.1: Gesamtbild Inferenz/Statistik

oder stochastische Grofien, die eine genau festgelegte Aufgabe innerhalb des Modells aufweisen. Die
mathematischen Beziehungen zwischen den Beobachtungen und den wahren Parametern sind dabei
oft nicht-linear. Die funktionalen Beziehungen zwischen den Beobachtungen und den Parametern
werden iiberlagert von zufilligen € und systematischen Messabweichungen sowie ggf. Ausreiflern. Im
rein stochastischen Modell sind sdmtliche Annahmen hinsichtlich der statistischen Eigenschaften
dieser Abweichungen enthalten. Oft werden diese zufélligen Messabweichungen als normalverteilt
mit € ~ N(0,X)) angenommen. Wie jedoch bereits einleitend erldutert, greift dieser Ansatz zu
kurz. Es miissen sowohl systematische Abweichungen als auch Ausreifier sowie nicht-normalverteilte
zufillige Abweichungen in die Beschreibung der Unsicherheiten einbezogen werden.

Parameterschatzung und Hypothesentests

Liegt ein funktionales Modell und ggf. ein stochastisches Modell vor, kénnen die Parameter anhand
einer Schitzung ermittelt werden. Die Methode der kleinsten Quadrate (MkQ) stellt eine weit ver-
breitete Methode zur Parameterschiatzung dar, bei der die (ggf. die gewichtete) Quadratsumme
der Residuen minimiert wird. Im Gegensatz zur MkQ erfordert die Maximum-Likelihood (ML)-
Methode die Festlegung einer Familie von Wahrscheinlichkleitsverteilungen, die durch Wahrschein-
lichkeitsdichtefunktionen definiert und deren unbekannte Parameter geschétzt werden. Wenn die
Beobachtungen nomalverteilt sind, dann stimmen die Schétzergebnisse beider Methoden iiberein.
Liegen a-priori Informationen hinsichtlich der zu schitzenden Parameter im Form einer a-priori
PDF vor, kann die Bayessche Schiatzung verwendet werden. Der Bayessche Ansatz ermdglicht eine
intuitive Methode zur Ableitung von Statistiken. Drei Regeln, die durch logisches und konsistentes
Denken abgeleitet werden, reichen fiir die Ableitung aus (siche, z. B. Koch, 2018). Sie fithren zu
a-posteriori PDFs, Punkt- und Bereichsschitzungen, sowie Hypothesentests. Die Punktschatzung
ergibt eine zahlenméflige Realisierung fiir den unbekannten Parametervektor aus gegebenen Mes-
sungen, wahrend die Bereichsschétzung ein Intervall oder einen Bereich liefert, in dem sich die un-
bekannten Parameter mit einer festgelegten Wahrscheinlichkeit befinden. Bei einem Hypothesentest
wird gepriift, ob die zu testenden Parameter in einer bestimmten Teilmenge des Parameterraums
liegen (,,Nullhypothese“) oder nicht.

Die drei genannten Inferenzmethoden (Punkt-, Bereichsschitzer und Hypothesentest) kénnen so-
wohl im Batch-Processing (d. h. Auswertung aller Beobachtungen in einer Gesamtausgleichung)
als auch rekursiv eingesetzt werden. Letzteres ist relevant in zahlreichen Problemstellungen der
geodéatischen Praxis, z. B. in den Bereichen der Deformationsanalyse und der Georeferenzierung
von MSS, wobei vorhandene Losungen mit aktuellen Beobachtungen zu kombinieren sind. In sol-
chen Féllen ist es wiinschenswert, nach jeder Hinzunahme neuer Beobachtungen die berechneten
Statistiken (z. B. Parameterschitzwerte und Testgrofien) zu aktualisieren. Insbesondere besteht der
Prozess der rekursiven Schétzung darin, nach jeder Epoche eine Korrektur der Losung zu ermitteln,
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die aus den aktuellen Beobachtungen ermittelt wird.

Mit Hilfe von Hypothesentests wird versucht, anhand von Stichprobendaten Schlussfolgerungen
iiber die wahre PDF der Messgréfien zu ziehen. Hypothesentests sind somit geeignet zur Detektion
von Inkonsistenzen zwischen den Daten und dem verwendeten Modell. Hypothesentests werden
in allen Phasen des Analyseprozesses angewandt, insbesondere zur Detektion von Ausreiflern, zur
Modellauswahl, zur Feststellung systematischer Abweichungen im Modell oder lediglich zur Uber-
priiffung der Korrektheit der Implementierung eines Schétzverfahrens anhand simulierter Daten,
siehe u. a. Forstner und Wrobel (2016) sowie Koch (1999).

1.1.3 Computergestiitzte und simulationsbasierte geodatische Datenanalyse

Viele klassische statistische Methoden (Regression, lineare Parameterschitzung, Hypothesentests,
Konfidenzintervalle, usw.), die in den letzten Jahrzehnten entwickelt wurden, sind der Wissenschaft
wohl vertraut und werden in vielen geodétischen Teildisziplinen verwendet (siehe z. B. Koch, 1999,
2000; Niemeier, 2008; Caspary, 2013; Jager et al., 2016; Ghilani und Wolf, 2010; Mikhail und Gra-
cie, 1981). Die eingangs erwdhnten Charakteristika der Beobachtungen erfordern jedoch eine neue
Sichtweise auf die Datenanalyse, die sowohl neue methodische als auch numerische Vorgehensweisen
erfordert.

Die im Rahmen der Arbeit durchgefiihrten Neuentwicklungen sollen unter dem Dach der compu-
tergestiitzten statistischen Datenanalyse einsortiert werden. Wegman (1988) definiert computerge-
stiitzte Statistik als eine Zusammenstellung von Techniken, die einen starken Fokus auf der Nutzung
von Computern bei der Entwicklung neuer statistischer Methoden haben. Viele dieser Methoden
wurden nach der Entwicklung preiswerter Computer-Hardware seit den 1980er Jahren ermoglicht.
Die Computerrevolution hat es Wissenschaftlern und Ingenieuren gestattet, grofle Datenmengen
zu speichern und zu verarbeiten. Diese Daten werden jedoch in der Regel ohne eine klare Vor-
stellung davon erhoben, wofiir sie in einer entsprechenden Untersuchung verwendet werden sollen.
Z. B. werden in der modernen Datenanalyse oft Daten erhoben und erst im Nachgang wird eine
Studie entworfen, um sinnvolle Informationen daraus zu gewinnen.

Da die Speicherung und Sammlung von solchen Daten kostengiinstig ist, sind die Datensétze, mit
denen sich die Analyse heute auseinandersetzen muss, sehr grof§ und hochdimensional (z. B. Da-
ten aus Laserscanning-Punktwolken). In Situationen wie diesen sind viele der klassischen Metho-
den der Statistik unzureichend. Efron und Tibshirani (1991) bezeichnen computergestiitzte Sta-
tistik als ,,Computer intensive statistische Methoden®. Typische Beispiele fiir diese Methoden sind
Expectation Maximization (EM)- und heuristische Optimierungsmethoden zur Minimierung oder
Maximierung einer Schitzfunktion, MC-Methoden (Kroese et al., 2011; Gentle, 2003), Bootstrap-
ping (Efron, 1979), parametrische und nichtparametrische Regressionsanalyse (Martinez und Mar-
tinez, 2015) sowie Klassifizierung und Regressionsbaume (Bishop, 2009).

Ein wichtiger Bestandteil moderner computergestiitzter Statistik sind simulationsbasierte Daten-
analysen. Sie nutzen taktile und rechnerische Simulationen, um inferentielle Techniken, wie Boot-
strapping fiir Konfidenzintervalle, und simulationsbasierte Hypothesentests durchzufithren. Ahnlich
wie bei realen Daten kénnen computersimulierte Daten viele verschiedene Formen annehmen. Im
Gegensatz zu realen Daten sind Simulationsdaten jedoch streng reproduzierbar, da das Simula-
tionsmodell vollstédndig bekannt ist. Dariiber hinaus wird die Datenmenge, die mit Hilfe eines
Simulationsmodells gewonnen werden kann, nur durch die Zeitdauer der Simulationsdurchldufe
und durch die Speicherkapazitat des Computers beschriankt. Die durch ein Simulationsexperiment
generierten Daten konnen als Ergebnisse von Zufallsvariablen, Zufallsvektoren, Zeitreihen oder sto-
chastischen Prozessen betrachtet werden. Im Allgemeinen besteht das Ziel der Simulation darin,
Riickschliisse auf verschiedene Eigenschaften dieser zufélligen Objekte zu ziehen, wie z. B. deren
Erwartungswerte, Verzerrung der Schéitzer, Korrelationen und Verteilungsfunktionen.
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1.2 Ziele der Arbeit

Sowohl die Modellierung der Qualitdt als auch die Schatzungsproblematik sind abhangig von der
Charakteristik der Unsicherheiten und von den zu modellierenden funktionalen Abhéngigkeiten
zwischen Beobachtungen und Parametern. Erst die Beriicksichtigung beider Aspekte ermoglicht
die Aufstellung optimaler Analyseverfahren. Hier setzen die Ziele der vorliegenden Arbeit an. Der
erste Themenblock widmet sich neuen Modellen und Modellierungsansétzen in der statistischen
Inferenz (insb. in ML- und Bayesverfahren) fiir die klassische Parameterschitzung und fir Filte-
rungstechniken im Zustandsraum. Insbesondere sollen auf dieser Weise geeignete Modelle aufgestellt
werden, die den aktuellen Charakteristika des Beobachtungsmaterials gerecht werden. So sind so-
wohl zuféllige als auch systematische Abweichungen sowie Ausreifler im Unsicherheitsbudget der
Beobachtungen abzubilden. Eine rein zuféllige Modellierung greift aufgrund der notwendigen Be-
riicksichtigung von Sensorik, Erfassungsprozess und Umgebungsbedingungen heutzutage zu kurz.
Des Weiteren sind die entsprechenden funktionalen Modelle zur Beschreibung der Abhéngigkeit
zwischen den unsicheren Beobachtungen und den gesuchten Parametern als Konsequenz daraus zu
erweitern. Dies schliefit ausdriicklich auch die Aufstellung neuer robuster Schétzer mit ein.

Der zweite Themenblock widmet sich der (numerischen) Optimierung. Aufgrund der hoch nicht-
linearen funktionalen Zusammenhinge sowie nicht-normalverteilten und ausreiflerbehafteten Da-
ten sind die klassischen und oftmals lokalen Optimierungsverfahren fiir die Schiatzung der (Zu-
stands)Parameter nicht in der Lage, realistische Ergebnisse zu liefern. Dies ist insbesondere darin
begriindet, dass die neu aufgestellten funktionalen Modelle im Zusammenspiel mit den Unsicher-
heiten der Beobachtungen eine globale Optimierung fiir die Schétzung der (Zustands)Parameter
erfordern. Dariiber hinaus erfordert die Beriicksichtigung von Ausreiffern eine iterative Vorgehens-
weise, um reale Fragestellungen mit groflien Datenmengen effizient 16sen zu konnen. Die fiir die
Arbeit insbesondere relevanten Optimierungsmethoden sind (i) lineariserungsbasierte (analytische)
Techniken wie EM-Algorithmus und Iterativ Regewichtete Kleinste Quadrate, engl. iteratively re-
weighted least squares (IRLS), (ii) kombinatorische Techniken wie genetische Algorithmen sowie
(iii) simulationsbasierte MC und sequentielle MC Methoden.

Der dritte und letzte Themenblock der Arbeit widmet sich der induktiven Inferenz-Statistik. Im
Vordergrund stehen dabei die Bewertung der Schétzergebnisse anhand von Hypothesentests mittels
MC-Verfahren und anhand von Bootstrapping-Techniken. Durch diese numerischen Verfahren ge-
lingt es, den nicht-normalverteilten und ggf. systematisch verfalschten Zielgroflen ein addquates Un-
sicherheitsbudget zuzuweisen und somit realistische Bereichsschétzer fir die (Zustands)Parameter
zu bestimmen. Alle innovativen Modellansétze wurden anhand von neuen entwickelten Algorith-
men realisiert und in Simulationsexperimenten getestet, ausgewertet und validiert. Sie sind iiber
die Geodésie hinaus anwendbar, wurden aber insbesondere anhand von Anwendungen im Bereich
der Ingenieurgeodésie und der Immobilienbewertung untersucht und kritisch beurteilt.

1.3 Ubersicht der originalen Publikationen zur kumulativen Habilitation

Im weitern Verlauf gliedert sich die Habilitation in zwei Teile:

Synopse der Habilitation

Nach der Einleitung stellt das Kapitel 2 die neu entwickelten Algorithmen zur Durchfithrung von
robusten Parameterschitzungen basierend auf ML- und Bayesschen Schétzern aus redundanten
Messungen im Kontext des Gaufi-Markov-Modells (GMM) zusammen. Zur Demonstration ver-
schiedener entwickelter Optimierungsverfahren werden dafiir drei unterschiedliche parametrische
Regressionsmodelle ausgewahlt und ausfiihrlich beschrieben: B-Spline Regressionsmodelle zur Kur-
venapproximation (MODELL I), Regressionsmodelle mit autoregressiven Prozessen und student-
verteiltem Messrauschen (MODELL II) und Bayessche robuste Regressionsmodelle mit t-verteiltem
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Messrauschen (MODELL IIT). Kapitel 3 gibt eine ausfiihrliche Erlauterung der optimalen Gauf3-
schen approximativen rekursiven Bayesschen Schétzung an. Hierfiir werden drei verschieden Filte-
rungsansétze zur Schitzung von Zustandsparametern entwickelt: Stochastische analytische Filte-
rungstechniken (FILTERUNGSANSATZE I), stochastische simulationsbasierte Filterungsansitze
(FILTERUNGSANSATZE II) und kombinierte stochastische und mengenbasierte Filterungstechni-
ken (FILTERUNGSANSATZE III). In Kapitel 4 werden eine Reihe von neu entwickelten simulati-
onsbasierten Methoden fiir die Inferenzstatistik im Bereich der Unsicherheitsmodellierung, der Kon-
fidenzbereichsschitzung und der Hypothesentests vorgestellt (BEREICHSSCHATZUNG I). Bei
der Konfidenzbereichsschiatzung wird gezeigt, wie Messunsicherheit von nicht-linearen Funktionen
behandelt und wie anhand von Bootstrapping-Techniken die Kovarianzmatrizen von geschétzten
Parametern bestimmt werden (BEREICHSSCHATZUNG II). Im zweiten Teil dieses Kapitels wird
auf die Durchfiihrung von statistischen Hypothesentests anhand simulationsbasierter Algorithmen
fokussiert. Der simulationsbasierte Hypothesentest-Ansatz wird anhand von zwei unterschiedlichen
Testproblemen demonstriert: Monte-Carlo-basierte Ansétze fiir die Modellwahl zur Oberflichen-
modellierung von 3D-Punktwolken (TESTPROBLEM I) und Bootstrapping-basierte Ansétze fiir
das Testen auf Zeitvariabilitit eines AR-Prozesses (TESTPROBLEM II). In Kapitel 5 werden die
wichtigsten Ergebnisse dieser Arbeit diskutiert und zusammengefasst, Schlussfolgerungen gezogen
und mogliche Richtungen fiir die zukiinftige Forschung aufgezeigt.

Originalveroffentlichung

Die in dieser kumulativen Habilitationsschrift relevanten eigenen Publikationen des Autors wurden
in peer-reviewed Medien verdffentlicht und auf zahlreichen Konferenzen und Workshops présentiert.
Eine Auflistung dieser Verdffentlichungen ist in Kapitel 6 zu finden. Die wesentlichen Abhéngigkei-
ten zwischen den Kapiteln und den eigenen Publikationen sind in der Abbildung 1.2 dargestellt. In
griin gekennzeichnete Kreise und Rechtecke deuten drauf hin, dass die Publikationen in begutachte-
ten Zeitschriften erschienen sind. Die orangene Farbe bedeutet, dass die Beitrage in begutachteten
Konferenzbeitrigen veroffentlicht wurden.
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Abbildung 1.2: Ubersicht der originalen Publikationen zur kumulativen Habilitation
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2 Optimierungsverfahren und
Parameterschatzung in linearen und
nicht-linearen Modellen

2.1 Einfiihrung in die Parameterschatzung in linearen
Regressionsmodellen

Die Schétztheorie bildet den Rahmen fiir die Methodik zur Schétzung unbekannter Parameter
aus gegebenen verrauschten Beobachtungen. Es wird von einem mathematischen parametrischen
Modell ausgegangen, das aus einem funktionalen und einem stochastischen Modell des Beobach-
tungsprozesses besteht. Das funktionale Modell spezifiziert die angenommenen Zusammenhénge
zwischen den Beobachtungen und den unbekannten Parametern. Die Beobachtungen kénnen als
Stichproben aus einer Folge von Zufallsvariablen £ = [L4, ..., L,] interpretiert werden. Die Giiltig-
keit dieses funktionalen Modells kann in der Regel anhand von Hypothesentests iiberpriift werden
(siehe Kapitel 4). Das stochastische Modell spezifiziert die probabilistischen Eigenschaften des Be-
obachtungsprozesses, d. h. die mit den Beobachtungen zusammenhéngenden Zufallsvariablen und
eventuell die Vorinformationen iiber die unbekannten Parameter. Diese Spezifikationen sind nicht in
jedem Fall vollsténdig. Das stochastische Modell selbst kann also unbekannte Parameter enthalten,
die ebenfalls aus den gegebenen Beobachtungen geschétzt werden miissen. Da die Verteilung der sto-
chastischen Variablen oft unbekannt ist, kann es sinnvoll sein, nicht die gesamte Verteilung, sondern
nur einige ihrer Eigenschaften, wie z. B. das zweite Moment, und damit Varianzen und Kovarian-
zen anzugeben. Selbst eine einfache relative Gewichtung der Beobachtungen kann eine sinnvolle
Wahl sein. Bei dem Schéatzungsprozess ist die besondere Art des Wissens iiber die Unsicherheit der
Beobachtungen zu berticksichtigen. Wie fiir das funktionale Modell kann auch die Giiltigkeit eines
stochastischen Modells anhand von Hypothesentests iiberpriift werden (siche Kapitel 4). Ausgehend
von einem gewéhlten mathematischen Modell kann die Parameterschitzung nach unterschiedlichen
Schétzprinzipien erfolgen, basierend auf den verfiigbaren Informationen. Die zumeist verwendeten
Schétzer in der geodétischen Datananalyse sind: Kleinste Quadrate (KQ)-Schétzer, ML-Schétzer
und der Bayessche Schitzer (Maximum-a-posteriori (MAP)) (Koch, 1999, 2000; Forstner und Wro-
bel, 2016; Jager et al., 2005).

Eine géngige mathematische Modellstruktur, die in vielen Disziplinen, einschliellich der Geodésie,
verwendet wird, weist die Form eines GMMs auf: Beobachtungen £ € IR"™ werden hierbei durch
(linear oder nicht-linear) Funktionen unbekannter Parameter © € IR" sowie additivem Rauschen e
in der Form

L=4F(O)+e (2.1)

beschrieben. Das additive Rauschen € wird oft als normalverteilt angenommen, symbolisch € ~
N(0,Xy), wobei Xy die VKM der Beobachtungen symbolisiert. Von der Normalverteilung abwei-
chende Annahmen werden gelegentlich genutzt, z. B. fiir den Fall von auftretenden Ausreiflern.
Ausreifier sind ein unvermeidliches Problem bei der Erfassung von geodétischen Daten, die mit
modernen geodétischen Sensoren gemessen werden. Sie verzerren die Schidtzungen der parametri-
schen Modelle auf unterschiedliche signifikante Weise. Die fiir eine geodétische Datenanalyse am
haufigsten betrachteten robusten Schéatzer sind M-Schétzer mit einer beschrénkten Verlustfunkti-
on; hier insbesondere die Li- und L,-Norm-Schétzer (sieche Nowel und Kaminski, 2014; Marx, 2013;
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Gotzelmann et al., 2006; Junhuan, 2005; Marshall, 2002), Hubers M-Schétzer (siche Huber, 1964;
Bureick et al., 2016a; Koch, 2013; Guo et al., 2010; Gotzelmann et al., 2006; Chang und Guo,
2005; Hekimoglu und Berber, 2003) und robuste ML-Schétzer, basierend auf einer langschwénzigen-
Verteilung (z.B. Wisniewski, 2014).

Aus den genannten Griinden existiert in der Regel keine offensichtliche optimale Loésung fiir das
Schétzproblem, vielmehr kann es mehrere Losungen geben. Nach der Modellformulierung im Gauf-
Markov-Modell (GMM) kann ein Optimierungsalgorithmus (meist mit Hilfe von computergestiitz-
ten Algorithmen) zur Losung des Schéitzproblems (Optimierung der ML- bzw. MAP-Schitzung)
beitragen. Es gibt keinen universellen Optimierungsalgorithmus, sondern eine Reihe von Algorith-
men, die jeweils auf eine bestimmte Art von Optimierungsproblem zugeschnitten sind. Eine um-
fassende Beschreibung verschiedener Optimierungsalgorithmen finden sich z. B. in Antoniou und
Lu (2007); Nocedal und Wright (2006) sowie in Givens und Hoeting (2013). Die Entscheidung,
den fiir eine bestimmte Anwendung geeigneten Algorithmus zu wéhlen, liegt oft beim Anwender.
Diese Wahl ist unabdingbar, denn sie kann bestimmen, ob das Optimierungsproblem schnell oder
langsam gelost wird und ob die optimale Losung tiberhaupt erreicht wird. Zu den verschiedenen
Optimierungsalgorithmen sind Methoden zu zéhlen, die im Allgemeinen in drei Klassen unterteilt
werden kénnen:

o Ableitungsbasierte Optimierungsansétze, die die Nichtlinearitdt der Funktionen im funktio-
nalen Modell in einem iterativen Schema behandeln (die bekanntesten Optimierungsalgorith-
men sind der Gaufi—-Newton-Algorithmus, der Newton—Raphson-Algorithmus und der EM-
Optimierungsalgorithmus),

o simulationsbasierte Optimierungsansétze, die anhand von MC Methoden die MAP-Schétzung
nummerisch approximieren,

e kombinatorische Optimierungsansétze, wie z. B. Genetische Algorithmen (GA) und Simulated
Annealing.

Im Rahmen der Habilitation werden Aspekte aus drei parametrischen Modellen zur Erhaltung der
bestmoglichen Anpassung an die Daten ausgewahlt und diskutiert. Dabei werden eine Auswahl der
statistischen Analysen, in denen Optimierungsprobleme auftreten, sowie eine Vielzahl von Metho-
den zu ihrer Losung beschrieben. Samtliche vorgestellte parametrische Modelle sind robust gegen
Ausreifier:

e Zuerst wird das B-Spline Regressionsmodell zur Kurvenapproximation eingefiithrt. Es wird
insbesondere auf das Problem der optimalen Knotenvektorauswahl eingegangen. Die robuste
Kontrollpunktschitzung basiert auf der klassischen robusten M-Schéitzung.

e Danach wird ein nicht-lineares raumzeitliches Regressionsmodell mit einen alternativen Unsi-
cherheitsmodell, der Student-Verteilung (t-Verteilung), vorgestellt. Die Parameterschiatzung
erfolgt mittels EM-Algorithmus, welcher auf einer ML-Schétzung basiert.

e Anschlieflend wird ein nicht-lineares Bayessches Modell mit t-Verteilung vorgestellt. Der si-
mulationsbasierte Optimierungsalgorithmus basiert auf MCMC zur Approximation der MAP-
Schétzung.

2.2 Vorstellung der ausgewdhlten nicht-linearen Regressionsmodelle

MODELL I: B-Spline Regressionsmodelle fiir die Kurvenapproximation

Die Approximation von Punktwolken mittels Freiformkurven ist seit einigen Jahrzehnten eine wich-
tige Aufgabe in unterschiedlichen Ingenieursdisziplinen, wie z. B. in den Bereichen des Reverse En-
gineering, der Automobilindustrie oder im Bereich der geometrischen Modellierung in der Bildverar-
beitung. Fiir die Erfassung von Punktwolken hat sich der Laserscanner als geeignete Messtechnik fiir
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verschiedenste Anwendungen in der Geodésie und in anderen Fachdisziplinen, wie z. B. dem Bau-
ingenieurwesen, erwiesen. Das Laserscanning stellt beispielsweise die Datengrundlage fiir die 3D-
Oberflichenmodellierung mittels Non-Uniform Rational B-Splines (NURBS) und B-Splines (Koch,
2009a; Harmening und Neuner, 2015a; Bureick et al., 2016b; Wu et al., 2000) zur Verfiigung.
Das Laserscanning wird auch fiir die Uberwachung verschiedener Strukturen wie Schienen, Gewdl-
be oder Tunnel (Bureick et al., 2016a; Xu et al., 2017a,b, 2018) eingesetzt. Laserscanner liefern
jedoch Punktwolken, die von unvermeidlichem Rauschen betroffen sind und Datenliicken aufwei-
sen koénnen. Dariiber hinaus kann das Messobjekt in Form von Spitzen, Kanten oder Spriingen
eine komplexe Geometrie aufweisen. Freiformkurven, insbesondere B-Spline-Kurven, sind im All-
gemeinen gut geeignet, um solche Herausforderungen im Approximationsprozess zu bewéltigen.
Neben einer Glattung der Daten kénnen B-Spline-Kurven leicht an komplexe Objekte angepasst
werden, ohne dass die allgemeine Funktionsbeziehung gedndert werden muss. Die resultierende B-
Spline-Kurve benotigt deutlich weniger Speicherplatz als die Rohpunktwolke und kann fiir weitere
Auswertungsschritte einfach in Modellierungssoftware, wie z. B. Computer-Aided Design-Software
(CAD), tiberfithrt werden. AuBerdem werden in der Regel durch die Approximation Ausreifier auf-
gedeckt.

Jedoch miissen einige Anforderungen beriicksichtigt werden, um eine gute Approximation durch
eine B-Spline-Kurve zu ermdglichen. Die Anordnung der Knoten in der B-Spline-Approximation,
bekannt als Knoten-Optimierungs-Problem, welches ein multimodales und multivariates kontinu-
ierliches nicht-lineares Optimierungsproblem (Dierckx, 1993; Galvez et al., 2015) darstellt, kann
einen signifikanten Einfluss auf die endgiiltige Schéitzung der Kurve bzw. der Oberfliche haben.
Da es keinen analytischen Ansatz fiir optimale Knotenpositionen gibt, wurden in der Fachlitera-
tur verschiedene Methoden zur Auswahl und Optimierung von Knotenvektoren diskutiert. Einige
deterministische Methoden verwenden beispielsweise die Position (Piegl und Tiller, 1997) oder die
Kriimmung (Park und Lee, 2007) der Punktwolke, um den Knotenvektor zu bestimmen. Bei komple-
xen Punktwolken sind die Ergebnisse jedoch weit von der optimalen Losung entfernt. Schmitt und
Neuner (2015) stellten eine gemeinsame Schétzung der Knoten mit den Kontrollpunkten vor, durch
die sich ein hochgradig nicht-lineares Gleichungssystem ergibt. Zur Stiitzung des nicht-linearen
Gleichungssystems werden Bedingungsgleichungen und verbesserte Naherungswerte eingefiihrt. Al-
ternativ liefern metaheuristische Methoden wie kiinstliche Immunsysteme (Galvez et al., 2015),
Genetische Algorithmen (Yoshimoto et al., 2003) oder Schitzung von Verteilungen (Zhao et al.,
2011) Knotenvektoren, die sehr nahe am Optimierungsziel liegen, aber nur langsam konvergieren
und daher Zeit und Rechenleistung benétigen. Dariiber hinaus wird die Leistungsfidhigkeit solcher
Algorithmen durch das Auftreten von Ausreiffern und Datenliicken erheblich beeintrdchtigt. Aus-
reifler verzerren die Schéitzung der Kontrollpunkte auf unterschiedliche Weise.

Kurze Vorstellung des innovativen Beitrags — MODELL 1

In Abschnitt 2.3 wird die robuste B-Spline Regression als Approximationsmethode ausgewahlt. In
diesem Zusammenhang wurden zwei Verfahren P#1 in Bureick et al. (2016a) und P#2 Bureick
et al. (2019a) entwickelt, welche die optimale Beschaffenheit der Knotenvektoren anhand heuristi-
scher Optimierungsmethoden (MC-simulationsbasiert anhand einer MC-Methode sowie kombina-
torische Optimierungsverfahren anhand einer GA-Optimierung) bestimmen. Auflerdem wurde die
ML-Schétzung fir unterschiedliche M-Schétzer (Huber- und Hampel-Schétzer), mit der Methode
der TRLS eingesetzt, um den Einfluss der moglicher Ausreiffer zu minimieren.

MODELL II: Nicht-lineare Zeitreihenmodelle mit t-verteiltem Messrauschen

Die Normalverteilung spielt in der geodatischen Ausgleichungstheorie traditionell aus praktischen
und theoretischen Griinden eine bedeutende Rolle (cf. Koch, 1999). Wie Helmert (1907) feststellte,
ist es erfahrungsgeméfl bekannt, dass die Gaufische Verteilungsannahme dem Auftreten zufalliger
Messabweichungen in der Regel sehr gut entspricht; die Form des Unsicherheitsgesetzes kann jedoch
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nur durch Beobachtungen bestimmt werden. Inzwischen liegen zunehmend Indizien dafiir vor, dass
zufillige Abweichungen in vielen Féllen tatséchlich eine nicht-Gaufische (vgl. Box und Andersen,
1955; Orlov, 1991), langschwénzige Wahrscheinlichkeitsverteilung besitzen. So diskutiert Lehmann
(2015) Beobachtungsunsicherheitsgesetze neben der Laplace-Verteilung und der Verteilung basie-
rend auf der Huber-Funktion (Huber, 1964) (die die probabilistischen Grundbausteine der L;-Norm
und Hubers M-Schétzer sind) auch mit der skalierten t-Verteilung. Insbesondere die t-Verteilung,
die auch im vorliegenden Beitrag als Unsicherheitsgesetz verwendet wird, wurde in einer Reihe
von Forschungsarbeiten (vgl. Nadarajah, 2009; Geweke, 1993; Fraser, 1976) und mit einer Reihe
von niitzlichen mathematischen Eigenschaften, die sich aus sinnvollen Anforderungen ergeben (vgl.
Alkhatib et al., 2017a), erfolgreich angewendet.

Die Fokussierung auf die Rénder einer Verteilung ist bedeutend, da die Rdnder mit Ausreiflern
zusammenhéngen, sofern diese durch einen Schwellwert definiert werden (beispielsweise durch die
bekannte 30-Regel (vgl. Lehmann, 2013). Zwei grofle Nachteile weisen die fiir eine geodéatische Da-
tenanalyse am héufigsten betrachteten robusten Schitzer auf. Zum einen wurden diese Schétzer un-
ter einer bestimmten Bedingung von Gewichtungen als nicht robust nachgewiesen (Xu, 2005), zum
anderen sind diese Schitzer ungenau, wenn die wahre Verteilung vom angenommenen probabilisti-
schen Modell abweicht (z. B. bei Anwendung des L;-Norm-Schétzers auf anndhernd normalverteilte
Beobachtungen). Robuste Schatzer, welche freie Verteilungsformparameter oder Tuningkonstanten
(z. B. die Konstante k fiir Hubers M-Schétzer) beinhalten, sind in dieser Hinsicht offenbar flexibler.
Solche Tuning-Konstanten missen jedoch vor der tatsédchlichen Parameterschitzung und damit
meist in unzureichendem Kenntnisstand iiber die Ausreiflereigenschaften festgelegt werden.

Im Folgenden soll die robuste Schiatzung basierend auf der zuvor erwéhnten skalierten t-Verteilung
ausfiihrlicher beschrieben werden, die neben einem Skalierungsparameter auch einen datenadaptier-
baren Freiheitsgrad beinhaltet, um die Form der Réander der definierten Dichtefunktion zu steuern.
Lange et al. (1989) behandelt in einer ersten Veroffentlichung die Anwendung und den Nutzen der
skalierten t-Verteilung in einer robusten ML-Schéitzung fiir Regressionsmodelle. Wie bereits durch
Dempster et al. (1977) dargelegt, kann diese Art der ML-Schétzung in einer computergestiitzten
Form als iterativ regewichtete kleinste Quadrate (IRLS) ausgedriickt werden, wobei die Gewichte
verwendet werden, um die Varianzen der zufilligen Abweichungen entsprechend ihrer Lage unter
der PDF zu skalieren. Damit ist es moglich, den Freiheitsgrad der zugrunde liegenden t-Verteilung
neben den Regressionsparametern und dem Skalenparameter zu schitzen und in einen sogenannten
(teilweise) adaptiven Schétzer umzuwandeln.

In einem multivariaten Regressionsmodell wird jede Beobachtung als Zufallsvektor modelliert, der
durch eine vektorwertige (moglicherweise nicht-lineare) deterministische Regressionsfunktion und
einen Vektor der zufilligen Abweichungen definiert wird. Liu (1997) nahm eine multivariate t-
Verteilung mit unbekanntem Skalenfaktor und unbekanntem Freiheitsgrad fiir jeden Vektor von
zufalligen Abweichungen an und untersuchte verschiedene Formen des EM-Algorithmus zur Schét-
zung der unbekannten Modellparameter. Es wurde bereits zuvor in Liu und Rubin (1994) und Meng
und Rubin (1993) gezeigt, dass die Varianten der Expectation Conditional maximization (ECM)
und Expectation Conditional Maximization Either (ECME) die Konvergenz des EM-Algorithmus
erheblich beschleunigen kénnen. Um mit Modellen umzugehen, die keine geschlossene Losungsglei-
chungen des EM zulassen, wurde das Optimierungsprinzip der Generalized Expectation Maximi-
zation (GEM) von Dempster et al. (1977) vorgeschlagen.

Die Idee ist hierbei, sich dem gesuchten Maximum der Likelihoodfunktion in jedem EM-Schritt an-
zundhern, anstatt zu versuchen, dieses vollstdndig zu erreichen. Haufig wurden GEM-Algorithmen
mit Newton-Raphson-Schritten angewendet (sieche McLachlan und Krishnan, 2008). Ein GEM-
Algorithmus kann insbesondere zur Auswertung nicht-linearer Regressionsmodelle eingesetzt wer-
den. In dieser Konstellation wurde ein IRLS Algorithmus mit Gaufl-Newton-Schritten als geeignete
Methode (Phillips, 2002; Lange et al., 1989) festgestellt.

Neben langschwénzigen Verteilungen, multivariaten und nicht-linearen Beobachtungsmodellen liegt
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ein weiterer Aspekt, der die Parameterschatzung deutlich erschwert, in der auftretenden Autokor-
relation der zufdlligen Abweichungen. So zeigen beispielsweise viele Arten von Sensordaten wie
Inertialsensordaten, Satellitengravitationsgradiometriedaten und Global Navigation Satellite Sys-
tem (GNSS)-Daten ausgeprégte farbige Rauscheigenschaften (siehe z. B. Park und Gao, 2008;
Schuh, 2003; Luo, 2013).

Kurze Vorstellung des innovativen Beitrags - MODELL II

Ublicherweise enthalten Zeitreihen mehrere Ausreiler, so dass ein robustes Schétzverfahren im All-
gemeinen anzustreben ist. Um mit dieser Situation umzugehen, wurde der oben erwéihnte teilweise
adaptive Schéitzer fiir Regressionsmodelle auf Basis der skalierten t-Verteilung in Kargoll et al.
(2018b) P#3 um AR zufillige Abweichungen erweitert, wobei die Komponenten des weiflen Rau-
schens des AR-Prozesses unabhéngig voneinander und identisch t-verteilt sind. Eine Limitierung
dieser Methodik ist jedoch, dass die Beobachtungen lediglich eine univariate Zeitreihe mit einem
nicht-linearen Regressionsmodell beschreiben. Das Ziel des Beitrags in Alkhatib et al. (2017b) P#4
war es, das bestehende univariate, lineare Modell auf ein multivariates und nicht-lineares (differen-
zierbares) Regressionsmodell zu erweitern. Beziiglich des Aufbaus des AR-Modells wurde der Fall
untersucht, dass jeder Zeitreihenkomponente ein univariater AR-Prozess individueller Ordnung zu-
geordnet ist, unabhéngig von den AR-Prozessen der iibrigen Komponenten. Die Modellierung von
Abhéngigkeiten in Form von Kreuzkorrelationen wurde daher ausgeschlossen; es handelt sich um
eine Aufgabe, die den Einsatz von Vektor AR (VAR)-Prozessen erfordern wiirde und die iiber den
Rahmen der vorliegenden Arbeit hinausgeht.

MODELL Ill: Lineare und nicht-lineare Bayesche Regressionsmodelle mit t-verteiltem
Messrauschen

Die Bayessche Methodik bietet eine vielseitige und natiirliche Moglichkeit zusétzliche Informatio-
nen aufzunehmen. Dabei werden verrauschte Daten ergidnzt, indem die unbekannten Parameter
auch als Zufallsvariablen modelliert werden. Die Darstellung der Losung in Form einer a-posteriori
PDF bietet eine Vielzahl von Méglichkeiten, um niitzliche Schatzwerte zu ermitteln. Die Bayessche
Regression eroffnet die Moglichkeit, Vorwissen hinsichtlich der unbekannten Parameter und Daten
zu kombinieren. Die Bayessche Statistik basiert auf fundamentalen Wahrscheinlichkeitsgesetzen:
Die Schitzung unbekannter Parameter eines Modells, die Schitzung der Konfidenzregionen, der
Vergleich unterschiedlicher kausaler Modelle (Hypothesentests) und spezielle Filterungs- und Pré-
diktionsaufgaben werden aus den gleichen bedingten Wahrscheinlichkeitsgesetzen abgeleitet (Koop,
2010; Gelman, 2013; Koch, 2000). Ein charakteristisches Merkmal der Bayesschen Inferenz ist die
Einfiihrung von a-priori-PDF der unbekannten Parameter, bevor die Daten in Betracht gezogen
werden. Die Bayessche Statistik wird seit Jahrzehnten ebenfalls fiir verschiedene geodétische Anwen-
dungen verwendet (Koch, 2018; Schaffrin, 1987; Yuanxi, 1991; Zhu et al., 2005). Aulerdem wurde
in Alkhatib und Weitkamp (2012) sowie in Weitkamp und Alkhatib (2012) eine lineare multiple
Bayessche Regression zur Integration von Expertenwissen fiir die Immobilienbewertung entwickelt.
Alkhatib und Weitkamp (2013) sowie Weitkamp und Alkhatib (2014) erweiterten diesen Ansatz,
um eine zuverléssige Auswertung auch in Lagen mit wenigen Kauffillen zu ermdoglichen. Zu diesem
Zweck wurde ein robustes Bayessches Regressionsmodell von Geweke (1993) eingefiihrt, welches die
unabhéngige Student-t-Verteilung im linearen Modell verwendet, sodass es auch in Féllen ange-
wendet werden kann, in denen signifikante Abweichungen von den optimalen Annahmen auftreten.
Im Abschnitt 2.5 wird die Bayessche Inferenz in Regressionsmodellen betrachtet, bei denen die
unbekannten Parameter auf intrinsisch nicht-lineare Weise eintreten. Die a-posteriori PDF zeigt in
diesem Fall keine geschlossene Form und ist somit im robusten Ansatz analytisch nicht 16sbar — im
Gegensatz zur klassischen Bayesschen Regression (unter Annahme der Normal-Gamma-Verteilung)
nach Koch (2000). Damit ist eine Losung des Optimierungsproblems nur numerisch moglich; diese
erfolgt als MCMC-Algorithmus (Kroese et al., 2011; Gelman, 2013), indem eine stochastische Kette
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generiert wird, welche zu der gesuchten Verteilung der zu schétzenden Parameter konvergiert. Aus
dieser Kette konnen die verschiedenen Momente der Verteilungsfunktion ermittelt werden.

Kurze Vorstellung des innovativen Beitrags — MODELL III

Abschnitt 2.5 beschéftigt sich mit der Entwicklung eines robusten Bayesschen Schétzers fiir die
Anwendung sowohl in linearen, als auch in nicht-linearen parametrischen Modellen. Die Robustheit
des Bayesschen Ansatzes wird durch die Verwendung der t-Verteilung, welche die Normalverteilung
in der Likelihood-Funktion ersetzt, realisiert. Die resultierende a-posteriori-PDF wird mit einer
MCMC approximiert. Im Abschnitt 2.5 werden die verwendeten MCMC-Algorithmen beschrieben:
Der Gibbs-Sampler und der Metropolis-Hastings- Algorithmus. Die konkrete Umsetzung des neuen
entwickelten Algorithmus wurde in Dorndorf et al. (2019) P#5 und in Weitkamp und Alkhatib
(2014) P#6 dargestellt. Der entwickelte Algorithmus wurde anhand von zwei Anwendungen mit
realen und simulierten Datensitzen getestet und validiert.

2.3 MODELL I: Robuste B-Spline Regressionsmodelle

2.3.1 Mathematisches Modell und Algorithmen zur Optimierung von Knotenvektoren

Ein auf einer B-Spline-Kurve liegender 3D-Kurvenpunkt C(u) wird aus der Summe der Linearkom-
binationen der Basisfunktionen N;,(u) und der 3D-Kontrollpunkte x; gebildet:
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Formal tragen n + 1 Linearkombinationen und damit die gleiche Anzahl von Kontrollpunkten und
Basisfunktionen zu C(u) bei. p gibt den Grad der Basisfunktion und p + 1 die Ordnung der B-
Spline-Kurve an. Lediglich p + 1 Kontrollpunkte und Basisfunktionen beeinflussen praktisch einen
bestimmten Kurvenpunkt C(u). Diese Eigenschaft wird als lokale Unterstiitzung bezeichnet (siehe
Piegl und Tiller (1997)). Der Ortsparameter u legt die Position des Kurvenpunktes auf der B-
Spline-Kurve fest. Der erste Ortsparameter wird in der Regel mit 0 und der letzte Ortsparameter
mit 1 festgelegt; dieses Regelschema wird in der vorliegenden Arbeit iibernommen.

Zur Berechnung der Basisfunktionen N; () wird die von Cox (1972) und de Boor (1972) einge-
fithrte rekursive Formel (siehe GI. 2.3 und 2.4) verwendet.

B 1 fallsu; <u< Ui4-1
Nio(u) = (2.3)

0 sonst

Nip(t) = —— LN - (@) + — Ny, () (2.4)
Uitp — Uj Uj+p+1 — Uit+1
Zusatzlich zum Grad der Basisfunktion p, der Anzahl der Kontrollpunkte n + 1 und des Ortspara-
meters u beeinflussen die Knoten u; mit ¢ € {0, ....,m} die Berechnung der Basisfunktionen in Gl.
2.3 und 2.4. Die m+1 Knoten werden im Knotenvektor U in einer monoton steigenden Reihenfolge
gespeichert (siehe Gl. 2.5):

U = [ug, .o, U] mit u; < ujpq,i € {0,...,m—1}. (2.5)

Die Knoten im Knotenvektor werden in externe und interne Knoten unterteilt. Die ersten p 4 1
Knoten erhalten den Wert 0, die letzten p + 1 Knoten erhalten den Wert 1. Diese Knoten werden
als externe Knoten bezeichnet. Eine Basisfunktion beginnt oder endet bei jedem externen Knoten.
Die {ibrigen Knoten werden als interne Knoten bezeichnet. Bei jedem internen Knoten endet eine
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Basisfunktion und eine weitere beginnt. Die Gesamtzahl der Knoten m + 1 steht in einem Zusam-
menhang mit der Anzahl der Kontrollpunkte und dem Grad der Basisfunktion. Die Berechnung
von m wird durch m = n + p + 1 realisiert.

Bei der Anwendung von B-Spline-Kurven zur Approximation einer 3D (d = 3) Punktwolke 1 mit

g =1 1 i, (2.6)

bestehend aus r Punkten, miissen in der Regel vier Schritte durchgefiihrt werden: Modellauswahl,
Parametrisierung, Knotenvektorbestimmung und Kontrollpunkt-Schitzung.

Schritt 1 - Modellauswahl: Im ersten Schritt wird der Grad der Basisfunktion p und die An-
zahl der Kontrollpunkte n + 1 festgelegt. Ein iiblicher Ansatz zur Bestimmung der optimalen An-
zahl von n + 1 und p ist die Anwendung eines Informationskriteriums, insbesondere des Akaike-
Informationskriterium (AIC) und des Bayessches Informationskriterium (BIC) (siehe z. B. Gélvez
et al., 2015; Harmening und Neuner, 2016). Harmening und Neuner (2016) geben eine detaillierte
Beschreibung des theoretischen Hintergrunds von AIC und BIC. Dariiber hinaus stellen die Auto-
ren einen neuen Ansatz vor, indem sie die aus der Theorie des statistischen Lernens stammende
strukturelle Risikominimierung bei der Modellauswahl fiir B-Spline-Kurven anwenden.

Schritt 2 - Parametrisierung: Der zweite Schritt ist die Bestimmung eines Ortsparameters « fiir
jeden Punkt in der Punktwolke. Diese Parametrisierung der Punktwolke wird h&ufig durch den
Einsatz verschiedener deterministischer Methoden realisiert: Gleichméfiger Abstand, Sehnenlédnge
oder Zentripetal (z. B. Piegl und Tiller (1997)). Fur diese Verfahren sind sortierte Punktwolken
erforderlich; dies ist meist der Fall, wenn die Punktwolke von einem Laserscanner erfasst wurde.
Im Falle einer unsortierten Punktwolke kann die Methode von Ma und Kruth (1995) verwendet
werden. Die Lageparameter werden iterativ verbessert, indem die Punkte der Punktwolke auf eine
Basiskurve projiziert werden, die die B-Spline-Kurve der vorherigen Iteration abbildet. Anschlie-
Bend werden die Lageparameter durch die der projizierten Punkte auf der Basiskurve aktualisiert.

Schritt 3 - Knotenvektorbestimmung: In diesem Absatz werden zwei Algorithmen zur Knoten-
vektorbestimmung vorgestellt, welche das Problem der Knotenvektorbestimmung effizienter und
genauer lésen als bestehende Ansétze. Die beiden entwickelten Algorithmen basieren auf simulati-
onsbasierten (MC-) und kombinatorischen (GA)- Optimierungsstechniken und wurden in Bureick
et al. (2016a) P#1 bzw. in Bureick et al. (2019a) P#2 veroffentlicht.

(a) Knotenvektoroptimierung mittels Elitdren Monte-Carlo (EMC)-Algorithmus

Die Grundidee des in Bureick et al. (2016a) P#1 vorgeschlagenen Elitdren Monte-Carlo (EMC)-
Algorithmus besteht darin, die Knotenvektoren, die die besten Ergebnisse liefern, zu nutzen, um
eine Verteilung fiir die Knoten zu schétzen. Neue Knoten werden anhand der Gewichte erzeugt,
die sich aus der geschétzten Verteilung ableiten. Dieser Vorgang wird so oft wiederholt, bis ein
bestimmtes Abbruchkriterium erreicht ist. Der Algorithmus 1 beschreibt die Vorgehensweise der
adaptierten MC-Methoden. Zu Beginn des Algorithmus wird die gesamte Knotenspanne, in der
Regel von 0 bis 1, an jedem Ortsparameter % in Intervalle unterteilt. Insgesamt resultieren somit
r — 1 Intervalle. Jedem Intervall ist eine bestimmte Wahrscheinlichkeit w; zugeordnet. Die Menge
der Gewichte wird nachfolgend als Wahrscheinlichkeit R oder R, bezeichnet. R, setzt sich aus
gleichen Wahrscheinlichkeiten zusammen. In den ersten Schritten sind R und R, gleich. Beim
Eintritt in die while-Schleife wird zunéchst abgefragt, ob die Anzahl der Iterationen iter den Wert
Nehance Uberschreitet. Dann wird R in Abhéngigkeit von der Population Py.s — die Population ist
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eine Teilmenge von Losungen in der aktuellen Generation — berechnet, andernfalls wird R gleich
gewichtet.

Die Wahrscheinlichkeit R wird in Abhéngigkeit von der Population Py berechnet. Pp.g enthélt
die Np Individuen mit den bisher besten Fitnesswerten. Die Fitnesswerte werden mit Hilfe von einer
Fitnessfunktion ermittelt. Die Fitnessfunktion bewertet, wie nahe eine bestimmte Loésung an der
optimalen Losung des gewiinschten Problems liegt. Sie bestimmt, wie geeignet eine Losung ist. Die
Knoten sdamtlicher Individuen von Py werden in einem Vektor kv der Lénge ry, gespeichert und
zur Schitzung einer Kerndichtefunktion fh an einer beliebigen Position ¢ verwendet:

Fult) = —2 %K(t_k”j). (2.7)

Thy * DW = bw

Die Kerndichte-Schéitzung wurde urspriinglich von Rosenblatt (1956) und Parzen (1962) einge-
fithrt. Fiir die Schitzung von f, wird die MATLAB©-Routine ksdensity mit einer normalverteilten
Kerndichtefunktion K an Position ¢, verwendet:

K(t,) = e 2%, (2.8)

Der wichtigste Parameter fiir die Schiatzung der Kerndichte ist die Bandbreite bw. Dabei wird bw
mit der mittleren Breite der Intervalle gleichgesetzt:

1

bw = )
v r—1

(2.9)

Die Bandbreite bw steuert die Glattung der geschétzten Kerndichte. Grundsatzlich ist die Wahl
der Bandbreite bw eine entscheidende Stellschraube der Elitdren Monte-Carlo (EMC)-Methode.
Ziel ist es, klare Maxima in der Kerndichte zu erhalten, um in der Folge moglichst viele gute
Knotenvektoren zu generieren. Gleichzeitig soll die Kerndichte in der direkten Nachbarschaft dieser
Maxima ebenfalls leicht erhoht werden, um eine weitere Evolution der Knotenvektoren zuzulassen.
Zudem soll bw fiir jegliche zu approximierende Punktwolken gelten. Die genannten Anforderungen
werden erfiillt, wenn bw mit der durchschnittlichen Intervallbreite gleichgesetzt wird.

(b) Knotenvektoroptimierung mittels Elitiren genetischem Algorithmus (EGA)

Die zweite heuristische Methode zur Optimierung der Knotenvektorbestimmung wurde auf der
Basis von einem Elitdren Algorithmus (EA) durchgefiihrt. Der Unterschied zwischen traditionellen
Algorithmen und EA besteht darin, dass EA nicht statisch, sondern dynamisch sind, da sie sich
mit der Zeit verandern konnen. Im Allgemeinen weisen EA drei Hauptmerkmale auf:

e Populationsbasiert: EA sollen einen Prozess optimieren, in dem die aktuellen Lésungen der
Knotenvektorbestimmung nicht optimal sind, um neue, bessere Losungsmengen zu generieren.
Der Satz der aktuellen Losungen, aus denen neue Losungen generiert werden sollen, wird als
Population bezeichnet.

e Fitness-orientiert: Jeder einzelnen Losung ist ein Fitnesswert zugeordnet, der aus einer
Fitnessfunktion berechnet wird. Dieser Fitnesswert spiegelt wider, wie gut die Losung ist.

e Variationsgesteuert: Wenn es keine optimale Losung in der aktuellen Population gibt,
werden die einzelnen Individuen in der Population verandert, um so neue, bessere Losungen
7Zu generieren.

Die Idee fiir den entwickelten Elitarer Genetischer Algorithmus (EGA) entstand durch den Ver-
gleich des GA mit dem Clonal Selection Algorithm (CSA), sieche Galvez et al. (2015). Der CSA 16st
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Algorithmus 1: Optimierung von Knotenvektoren in B-Spline mit Hilfe von Elitdre Monte-
Carlo (EMC)

Input : Anzahl der maximalen Iterationen itermyay;
Anzahl der Iterationen Ncpance mit gleichgewichtetem R;
Anzahl der Individuen N;
Anzahl der Individuen N, ausgewéhlt aus gleichgewichtetem Rg;
Anzahl der Individuen Ny, in der Population Pegt;
Output: Bestes/Fittestes Individuum Indpest
1 Teile die gesamte Knotenspanne an jedem Ortsparameter in Intervalle;<ns1:XMLFault xmlns:ns1="http://cxf.apache.org/bindings/xformat"><ns1:faultstring xmlns:ns1="http://cxf.apache.org/bindings/xformat">java.lang.OutOfMemoryError: Java heap space</ns1:faultstring></ns1:XMLFault>